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Introduzione

In questa tesi di laurea verrà descritto un esperimento, condotto tramite la piattaforma Weka, finalizzato ad individuare i tratti contestuali più utili al corretto addestramento di algoritmi di machine learning da utilizzare nella classificazione automatica dei nomi eventivi della lingua italiana.

Il progetto è nato a seguito del tirocinio svolto presso l’Istituto di Linguistica Computazionale “Antonio Zampolli” - Consiglio Nazionale Ricerche - Area della Ricerca di Pisa durante il periodo marzo-maggio 2009.

Nel primo capitolo verrà presentato a grandi linee l’esperimento condotto e si descriveranno i risultati dell’esperienza del tirocinio.

Nel secondo capitolo verranno introdotte alcune nozioni fondamentali di data mining e di apprendimento automatico.

Nel terzo capitolo verrà descritto il tool Weka.

Nel quarto capitolo verrà illustrata la prima fase del progetto: l’acquisizione dei dati.

Nel quinto capitolo verrà illustrata la seconda fase del progetto: la preparazione dei dati.

Nel sesto capitolo verrà illustrata la terza fase del progetto: la scelta dei tratti contestuali (features) utili alla classificazione automatica dei nomi eventivi.

Nel settimo capitolo verrà illustrata la quarta fase del progetto: la preparazione del dataset (matrice di dati) da fornire al tool Weka per effettuare l’esperimento.

Nell’ottavo capitolo verrà illustrata la quinta fase del progetto: l’esperimento. Saranno inoltre valutati i risultati ottenuti.


Capitolo 1

Presentazione del progetto

Oggetto della presente tesi di laurea è un esperimento, condotto con l’utilizzo del tool open source Weka, relativo alla classificazione automatica dei nomi eventivi della lingua italiana. Un nome è eventivo quando si riferisce ad avvenimenti, episodi, azioni, o a qualcosa che accade (es. fuga, bombardamento, incidente, vittoria, assemblea) e non ad artefatti (es. tavolo, pallone) o persone (es. madre, presidente, professore) o altri tipi ontologici di entità.

Nello specifico, l’obiettivo del test eseguito era l’individuazione dei tratti contestuali più utili all’addestramento di algoritmi di machine learning di cui far uso per la risoluzione del task. A tal fine, studiando il corpus, sono state selezionate delle potenziali features, ossia dei probabili tratti contestuali in cui ricorre o potrebbe ricorrere un nome eventivo, e che sono dunque utili a riconoscere quando, appunto, un nome si riferisce ad un evento piuttosto che ad altro. Successivamente, si è proceduto ad esprimenti di classificazione automatica dei i nomi cambiando, di volta in volta, i tratti considerati, per poi eliminare quelli risultati poco informativi ed ottenere un gruppo definitivo di features di cui tener necessariamente conto nella classificazione. 

Per l’esperimento è stato utilizzato un corpus precedentemente annotato a livello di eventi. Il progetto è nato a seguito del tirocinio svolto presso l’Istituto di Linguistica Computazionale “Antonio Zampolli” - Consiglio Nazionale Ricerche - Area della Ricerca di Pisa durante il periodo marzo-maggio 2009 sotto la supervisione dei tutor Irina Prodanof e Tommaso Caselli. Oggetto dell’attività di tirocinio è stata infatti l'annotazione di un corpus di lingua italiana, composto da 149 articoli di quotidiani, per un totale di 63397 tokens, secondo le specifiche di TimeML adattate all'Italiano (Tommaso Caselli, 2008, It-TimeML: TimeML Annotation Guidelines for Italian, Version 1.0, Technical Report). L'annotazione è stata condotta con un tool basato su web (http://www.timeml.org/site/bat/) messo a disposizione dalla Brandeis Uiversity (Waltham, Massachusetts), ma al momento non ancora accessibile al pubblico; l’obiettivo era quello di validare le linee guida per l'annotazione adattate all'Italiano e di elaborare, dove necessario, ulteriori strategie ed euristiche. 

L’iniziativa che ha portato alla realizzazione del progetto descritto in questo elaborato è nata in collaborazione con la collega Lucia Passaro, laureanda nel c.d.L in Informatica Umanistica dell’Università di Pisa nonché tirocinante presso l’Istituto di Linguistica Computazionale “Antonio Zampolli”. La fasi di acquisizione e preparazione dei dati, infatti, sono state condotte insieme, e hanno portato, a partire dal medesimo corpus, alla realizzazione di due diversi esperimenti (uno dei quali viene qui descritto). 

La collega Passaro è stata impegnata in un test riguardante vari tipi di classificatori e finalizzato all’individuazione del metodo di classificazione più efficace per il corpus considerato. I risultati delle sue sperimentazioni sono stati utili alla messa in opera dell’esperimento descritto nel presente elaborato. 

1.1
Perché annotare gli eventi

Un evento viene definito come ciò che è successo, o che potrà succedere. È dunque veicolo di un’informazione ben precisa, e strutturata nel tempo, relativa al mondo esterno cui il testo fa riferimento. 

Gli elementi linguistici principali che realizzano un evento sono:

· verbi (I pompieri hanno isolato la sala)

· sintagmi preposizionali (Un centinaio di giovani è tuttora agli arresti)

· nomi deverbali, ovvero derivati da verbi attraverso l’aggiunta di suffisi (La caduta della base aerea di Ubdina allontana il fronte di 120 km)

· nomi non deverbali che hanno di per sé lettura eventiva (La riunione sta per chiudersi) 

· nomi che diventano evento in base al contesto (Vengo a casa dopo la pizza)

· complementi predicativi che esprimono stati (Al Sayed è il nuovo presidente della Fermenta)

Annotare gli eventi ancorandoli nel tempo è di notevole importanza, poiché essi, fornendo indicazioni su quel che accade, danno significato al discorso stesso. Infatti, come asserisce uno dei creatori di TimeML, James Pustejovsky (2003), «non identificare gli eventi e le relative espressioni temporali in un testo significa perderne la reale informazione». La ricostruzione del messaggio contenuto in un testo è possibile solo se si riesce a ricostruire la trama di eventi, soggetti ed collocazioni temporali. Ad esempio, si pensi all’interazione uomo-macchina: se una macchina riuscisse ad identificare in un testo tutti gli elementi cui si accennava prima, riuscirebbe a rispondere a domande del tipo Quando è successo l’evento X? L’evento X è successo dopo l’evento Y? L’evento X ha causato l’evento Y? Addestrare in questo senso algoritmi di apprendimento automatico aiuterebbe l’uomo nelle interrogazioni di databases, motori di ricerca, estrazione dell’informazione, ecc. (vaste quantità di dati che oggigiorno vengono immagazzinate ma che non si riesce ad usare al meglio con le sole tecniche di analisi “tradizionali”). 

Nell’ambito dell’Information Retrieval, il riconoscimento di eventi ed espressioni temporali della lingua è diventato oggigiorno un campo di ricerca particolarmente interessante per la Linguistica Computazionale, soprattutto alla luce della notevole importanza che l’acquisizione di questo tipo di conoscenza può rivestire nei campi dell’Information Extraction, del Question Answering e dei Reasonings Tasks.

Riconoscere i nomi eventivi in maniera automatica, però, è un task complesso a causa del loro alto grado di ambiguità. Se, infatti, è piuttosto facile identificare i verbi (quasi tutti, ad eccezione del verbo essere in funzione di copula, sono eventi), altrettanto non si può dire per i nomi. Per decidere se un nome è o non è un evento non ci si può basare solo sulle sue caratteristiche morfologiche, o solo sul contesto sintattico o semantico in cui ricorre: bisogna tener conto di tutti questi fattori simultaneamente. Inoltre, alcuni nomi hanno intrinsecamente lettura eventiva: quelli relativi a fenomeni atmosferici come uragano, tempesta, oppure altri quali cerimonia, concerto, assemblea, ecc. Le difficoltà cui va incontro un algoritmo nel momento in cui deve imparare a distinguere un nome evento da un nome non-evento sono dunque molteplici.

Capitolo 2

Introduzione al data mining 

e ai metodi di apprendimento automatico
Il data mining è «un processo atto a scoprire correlazioni, relazioni e tendenze nuove e significative, setacciando grandi quantità di dati immagazzinati nei repository
, usando tecniche di riconoscimento delle relazioni e tecniche statistiche e matematiche» (dichiarazione del Gurtner Group, nota società internazionale di ricerca e sviluppo di modelli di mercato in ambito tecnologico, 2005).

L’obiettivo è quello di individuare l’informazione “nascosta” nei dati, ossia quell’insieme di regolarità, tendenze, modelli contenuti implicitamente nei dati stessi e che sfuggono all’analisi umana. Il nome stesso “data mining” richiama alla mente il lavoro dei minatori, che scavano nelle miniere per estrarre (in inglese: mine for) l’oro nascosto. È indispensabile, infatti, riuscire a trasformare in conoscenza l’enorme mole di dati che oggigiorno l’uomo è in grado di memorizzare ma che non riesce a sfruttare con il solo supporto delle tecniche di analisi “tradizionali”. Non a torto, la MIT Technology Review ha indicato il data mining come uno dei dieci settori emergenti della tecnologia che cambieranno il mondo.

All’interno del data mining confluiscono diverse discipline: basi di dati, machine learning e intelligenza artificiale, statistica, matematica, scienze dell’informazione, filosofia, informatica, etica ecc. La più importante è sicuramente quella del machine learning: è tramite l’apprendimento automatico (machine learning, appunto) che un calcolatore riesce a svolgere funzioni tipiche della mente umana e, nello specifico, a creare sistemi che imparano a svolgere vari tipi di compiti a partire dall’osservazione di dati. 

L’apprendimento automatico può essere supervisionato o non supervisionato. 

Durante l’apprendimento supervisionato il calcolatore studia un insieme di dati classificati (annotati), nei quali i valori delle variabili (classi) da apprendere sono già noti, e individua dei metodi per associare ad ogni dato una certa classe. Le prestazioni degli algoritmi supervisionati sono molto sensibili ai dati di input: pochi dati non sarebbero sufficienti e troppi dati risulterebbero rumorosi. 

Durante l’apprendimento non supervisionato, invece, i dati di apprendimento non sono annotati con le classi di interesse, cioè non ci sono variabili target da apprendere, bensì l’algoritmo studia i dati nella loro complessità e ne individua organizzazione e struttura. 

Tra le tecniche (matematiche, statistiche ed informatiche) utilizzate per il data mining figurano:

· clustering (tecniche di analisi atte a individuare raggruppamenti di elementi omogenei presenti nei dati),
· reti neurali (modelli matematici in cui i nodi di elaborazione, in ingresso, ricevono dei segnali esterni che poi vengono elaborati e trasmessi ai nodi successivi fino a giungere ad un output finale),
· reti bayesiane (modelli grafici probabilistici che rappresentano la distribuzione della probabilità congiunta di un insieme di variabili),

· alberi decisionali (modelli grafici ad albero), 

· regole associative (metodi volti a trovare regolarità e ricorrenze tra i dati),
· Support Vector Machine.
I task risolvibili mediante tecniche di data mining sono relativi a diverse aree di applicazione:

· descrizione (es. identificazione di comportamenti e tendenze)

· previsione (es. stima del fatturato di un’azienda, stima dell’andamento di vendita di un prodotto)

· classificazione (es. distinzione fra comportamenti ordinari e comportamenti fraudolenti)

· associazione (es. identificazione di comportamenti che si verificano contemporaneamente)

· segmentazione (es. identificazione di gruppi omogenei di clienti).

2.1
Il data mining e il processo KDD

Bisogna specificare che il data mining è, in realtà, solo una delle componenti del processo di KDD (Knowledge Discovery in Databases), ossia del processo di analisi di database molto estesi (anche se i due termini vengono spesso usati come equivalenti).
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figura1: fasi del processo KDD

Come evidenziato nella figura 1, le fasi del KDD sono: selezione dei dati (selection), pre-elaborazione (preprocessing), trasformazione (transformation), data mining, interpretazione e valutazione (interpretation/evaluation). Dunque: il data mining rappresenta una specifica sotto-fase del processo KDD, in cui vengono applicate tecniche matematiche, statistiche e informatiche.

2.2
Text mining e Natural Language Processing

Il text mining è un’estensione del data mining tradizionale al linguaggio naturale. La differenza sostanziale fra i due processi è che il data mining lavora solitamente con dati, quasi sempre numerici, organizzati e strutturati in databases, mentre il text mining, operando su insiemi di testi (estratti da documenti, libri, trascrizioni del parlato, pagine internet, e-mail, ecc.) lavora su dati destrutturati, e che perciò necessitano di operazioni di pre-processing più attente, dato il loro maggiore grado di ambiguità per una macchina. 

«Attraverso il text mining si possono analizzare volumi immensi di informazioni, sia in tempo reale che in differita e si possono identificare relazioni e strutture che altrimenti sfuggirebbero alla capacità analitica umana» (Zanasi, 2003).

Una delle applicazioni tipiche di questa tecnologia è, ad esempio, l’individuazione dei contenuti di ampie raccolte di documenti e l’organizzazione degli stessi sulla base di parole chiavi comuni (tipico esempio di Information Retrieval che viene utilizzato anche dai motori di ricerca sul web). 


 Il text mining rappresenta il punto d’incontro fra le tecniche di data mining e il Natural Language Processing (NLP). Sarebbe impensabile raggiungere una più profonda estrazione di conoscenza da grandi collezioni di documenti senza prima aver operato una prima analisi testuale dei corpora basata su tokenizzazione, lemmatizzazione, Part of Speech tagging, parsing, ecc. È per questa ragione che, infatti, il Natural Language Processing rappresenta una prerogativa imprescindibile di qualunque operazione di text mining. 

Se si tiene conto che, ad esempio, circa l’80% delle informazioni di un’azienda risiede in documenti di testo, si nota quanto grande possa essere il potenziale commerciale del text mining, il cui successo si deve, in parte, proprio al miglioramento delle tecniche di NLP e al rapido sviluppo degli algoritmi di machine learning, sfruttati (sebbene su due livelli di apprendimento differenti) da entrambe le tecnologie. 

Capitolo 3

La piattaforma Weka 

Weka (Waikato Environment for Knowledge Analysis) è un software open source largamente usato per il data mining e per effettuare esperimenti con algoritmi di apprendimento automatico su un determinato dataset (insieme di dati). Allo stesso tempo, permette anche la pre-elaborazione dei dati e l’analisi dei risultati degli esperimenti condotti. 

Sviluppato dall’Università di Waikato (Nuova Zelanda) a partire dal 1993, Weka è scritto in linguaggio Java ed è distribuito con licenza GNU
 sul sito http://www.cs.waikato.ac.nz/ml/weka.

Il software Weka può essere utilizzato per diversi task:

· applicare un metodo di apprendimento automatico ad un dataset e analizzarne le prestazioni;

· generare predizioni su nuove istanze di dati;

· valutare diversi algoritmi e comparare le loro prestazioni.
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figura 2: interfaccia di avvio di Weka

Weka fornisce all’utente tre ambienti operativi grafici, Explorer, Knowledge Flow e Experimenter, e uno a linea di comando, Simple CLI (Command-Line Interface).
Explorer è l’ambiente più semplice e più utilizzato e permette di accedere a tutte le funzioni messe a disposizione da Weka per l’esplorazione dei dati. È costituito da sei schede: preprocess, cluster, classify, associate, select attributes, visualize.

Nella scheda preprocess l’utente carica i dati da analizzare e visualizza alcune prime informazioni statistiche relative agli attributi del dataset. 

Questa interfaccia è soprattutto finalizzata alla manipolazione dei dati in vista dell’analisi. Ciò è reso possibile dal 
package
 weka.filters, una serie di tool di pre-processing che permettono, ad esempio, di

· selezionare quale fra gli attributi deve essere la classe da predire, 

· rimuovere o rinominare attributi, 

· convertire tipo di attributi,

· normalizzare i dati, 

· modificare valori, 

· sostituire valori mancanti o nulli con altri valori (es. con la moda o la media),

· modificare tutte le istanze con un valore fisso per un attributo.
Nella scheda classify si possono fare esperimenti usando vari algoritmi di classificazione o regressione e analizzarne le prestazioni. Dopo aver eseguito l’analisi, infatti, nella parte destra della schermata compare un report con tutti i risultati: riepilogo degli attributi considerati nella classificazione, numero di istanze del corpus, informazioni statistiche sulla predizione del classificatore, matrice di confusione, ecc. Per i test, Weka mette a disposizione il package weka.classifiers, che contiene le implementazioni degli algoritmi più utilizzati per la classificazione e la predizione numerica, organizzati in diversi moduli: 

· bayes: classificatori basati sulle reti bayesiane (v. cap. 2),

· functions: classificatori basati sulla regressione lineare (stima del valore atteso di una variabile dipendente dati i valori di altre variabili indipendenti), sulle reti neurali (v. cap. 2) o Support Vector Machine,

· lazy: classificatori memory based, in cui le istanze vengono classificate effettuando una comparazione con un database di esempi precedentemente classificati, secondo l’ipotesi che istanze simili avranno apparterranno a classi simili,
· meta: classificatori creati combinando dati-utente e euristiche già note, allo scopo di ottenere una procedura più efficiente o robusta,
· mi: classificatori per dati multi-istanze,

· misc (miscellaneous): classificatori vari,
· trees: alberi decisionali (v. cap. 2), 
· rules: classificatori basati su regole associative (v. cap. 2).
Weka permette di scegliere fra quattro modalità di test del classificatore: 
· Use training set: la prestazione del classificatore viene valutata in base a quanto bene predice la classe delle istanze sulle quali è stato effettuato il training, 

· Supplied test set: la prestazione del classificatore viene valutata in base a quanto bene predice la classe delle istanze di un altro file diverso da quello di training (e che viene caricato al momento)

· Cross-validation: la prestazione del classificatore viene valutata in base ad una validazione incrociata, dividendo le istanze in un certo numero di partizioni (ogni partizione, a turno, viene usata come test set mentre la restante parte viene usata come training, per poi calcolare un risultato medio)
· Percentage split: la prestazione del classificatore viene valutata in base a quanto bene predice la classe delle istanze di una certa percentuale del dataset (esclusa al momento del training sulla restante parte).

Nella scheda cluster è possibile effettuare operazioni di clustering sui dati. Il clustering, o analisi di raggruppamento, consiste in tecniche di analisi atte a individuare raggruppamenti di elementi omogenei nel dataset. Tali tecniche si basano sul concetto di “distanza” tra due elementi: l’appartenenza ad un dato insieme dipende da quanto l’elemento in esame dista dall’insieme stesso. 

Nella scheda associate vengono elaborate e valutate regole di associazione.

Nella scheda select attributes è possibile individuare, dividendoli in sottogruppi, gli attributi che risultano essere più predittivi. Il package weka.attributeSelection contiene algoritmi di due tipi, che l’utente deve combinare tra loro per poter ottenere le informazioni cercate (Weka visualizza un messaggio d’errore nel caso in cui l’utente scelga una combinazione inappropriata):

· search method: per analizzare il dataset e trovare i diversi sottoinsiemi di attributi,

· evaluation method: per assegnare un valore ad ogni sottoinsieme di attributi.
È comunque possibile valutare, oltre ai sottogruppi, anche tutti gli attributi del dataset nel loro complesso e stilare una classifica generale. A ciò sono destinati una serie di metodi di valutazione detti single-attribute evaluators, da applicare esclusivamente insieme al metodo di ricerca Ranker. 

Nella scheda visualize vengono mostrati graficamente i risultati degli esperimenti condotti nelle schede precedenti.

Klowledge Flow rappresenta un ambiente alternativo a Explorer, grazie al quale l’utente può, in maniera intuitiva, rappresentare graficamente il processing dei dati: le fasi dell’analisi, infatti, vengono espresse in un grafico, con nodi (classificatori, filtri, ecc.) e archi (operazioni da eseguire).  L’utente può scegliere i componenti da inserire nel grafo da una barra degli strumenti in alto, trascinarli nell’area di lavoro e collegarli, creando così il “flusso di conoscenza”. 

Per molti aspetti, le funzionalità dell’ambiente Knowledge Flow sono equivalenti a quelle di Explorer; una sua peculiarità, però, è quella di essere in grado di processare anche file di input di grande dimensione (in Explorer invece non è possibile lavorare con dataset molto estesi).

L’ambiente Experimenter, infine, permette di comparare statisticamente i diversi schemi di apprendimento. È costituito da tre schede: setup, run e analyse.

Nella scheda setup vengono impostati i parametri del confronto. Si può scegliere se effettuare esperimenti di classificazione o di regressione e con quale modalità avviare l’analisi. Successivamente, una volta stabiliti i criteri generali del confronto, l’utente può caricare il file dati e scegliere gli algoritmi da confrontare.  

Tramite la scheda run si dà avvio all’analisi, i cui risultati vengono visualizzati nella scheda analyse. L’utente può selezionare su cosa confrontare la prestazione dei classificatori: percentuale di istanze non classificate, percentuale di istanze classificate correttamente o non correttamente, Precision, Recall, F-Measure, ecc.

Capitolo 4

Descrizione del progetto: fase 1

Acquisizione dei dati
I dati utilizzati durante l’esperimento sono stati gentilmente concessi dall’Istituto di Linguistica Computazionale “Antonio Zampolli” - Consiglio Nazionale Ricerche - Area della Ricerca di Pisa. 

Si tratta di un corpus di lingua italiana, composto da 149 articoli di estratti dal corpus TreSSI
 e dal corpus PAROLE
 (nella sua parte disponibile per la distribuzione), per un totale di 63397 tokens. 

Il corpus era stato annotato, per quanto riguarda eventi ed espressioni temporali della lingua, secondo le specifiche di TimeML adattate all'Italiano.

4.1
TimeML

TimeML (Pustejovsky et al., 2003) è uno schema di annotazione per eventi ed espressioni temporali della lingua, sviluppato dalla Brandeis University (Waltham, Massachusetts) a partire dal 2002. In particolare, TimeML permette di

· identificare un evento e ancorarlo nel tempo

· collegare fra loro i diversi eventi

· tenere conto di espressioni temporali sottospecificate 

· tenere conto della persistenza degli eventi 

In TimeML un evento viene definito come qualcosa che accade, e può essere istantaneo o durare per un certo periodo di tempo. Inoltre, TimeML considera eventi anche alcuni predicati che si riferiscono a stati che cambiano nel corso del documento o a stati che sono direttamente o indirettamente collegati ad un’espressione di tempo (ad es., nella frase Marco è biondo nessun termine viene annotato, dal momento che lo stato di “essere biondo” è permanente, mentre in Marco è uno studente è individuabile un possibile stato predicativo poiché la condizione di “studente” dura solo per un periodo preciso della vita di Marco). 

Lo schema di annotazione di TimeML prevede tre tipi di tag

· EVENT per l’annotazione di verbi, nomi, aggettivi, numeri, preposizioni,

· TIMEX3 per l’annotazione delle espressioni temporali,

· SIGNAL per l’annotazione dei segnalatori (preposizioni, avverbi, congiunzioni, ecc.) di eventi e di espressioni temporali.

e tre link tag, che collegano le espressioni annotate secondo tre tipi di relazione:

· TLINK indica una relazione temporale fra due eventi, fra due espressioni temporali o fra un evento e un’espressione temporale,

· ALINK indica una relazione fra un verbo aspettuale e il suo argomento,

· SLINK indica una relazione subordinante, implicita, fra due eventi.

Uno dei risultati più importanti del progetto TimeML è stata la creazione della TimeBank, un corpus della lingua inglese per eventi, espressioni temporali e relazioni temporali. La versione attuale della TimeBank (la 1.2) contiene 183 articoli per un totale di quasi 61000 tokens, e, sebbene non molto estesa, costituisce una risorsa notevole. Tanto da far nascere, anche in Italia, l’esigenza di una base dati di questo tipo: difatti, l’annotazione condotta durante il tirocinio rientra in un progetto più ampio mirato alla creazione di una TimeBank per l'Italiano (la It-TimeBank).

4.2
Descrizione del corpus di addestramento

Il corpus di addestramento è organizzato in un file di testo in formato tabellare, con le colonne separate da tabulazioni, e presenta i seguenti attributi:

articolo: il nome dell’articolo annotato, 

id: un identificatore univoco per ogni token del corpus,

pos: la Part of Speech del token (noun, adj, verb, adv, num, prep, other), 

forma: il token così come presente nel corpus, 

lemma: la lemmatizzazione del token, 

evento: se presente, specifica che il token è stato annotato come evento,

numero dell’evento: il numero, azzerato ad ogni articolo, dei tokens annotati come eventi, 

istance: il numero delle istanze dei tokens annotati come evento,

multiword: se presente, specifica se il token annotato è in multiword con altri tokens, 
annotatore: il nome dell’annotatore, 

informazioni aggiuntive.
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figura 3: esempio di dati ricevuti alla fine del tirocinio

Il corpus di addestramento è stato suddiviso in tre gruppi da 21000 parole circa l'uno. Ogni gruppo è stato annotato da due annotatori e rivisto da un giudice, il cui compito era quello di eliminare le contraddizioni tra i due annotatori e correggere eventuali mancanze. Nella tabella 1 vengono riportati, per ogni livello di annotazione, i valori di accordo fra gli annotatori, ossia il valore delle annotazioni effettuate allo stesso modo da entrambi gli annotatori (i dati del giudice non sono stati presi in considerazione): 

	markables
	K-value

	EVENT (verbi)
	0,97

	EVENT (nomi)
	0,86

	EVENT (aggettivi)
	0,68

	EVENT (numeri)
	0,58

	EVENT (preposizioni)
	0,83

	TIMEX3
	0,97

	SIGNAL
	0,89


tabella 1: accordo fra gli annotatori del corpus di addestramento

L’accordo viene calcolato in base al K-value, un indice statistico diventato uno standard per valutare l’affidabilità degli schemi di annotazione. Ossia: stimare la probabilità che si ottengano risultati concordi applicando lo stesso schema sullo stesso corpus da parte di annotatori diversi. L’indice K è compreso fra 0 e 1; K=1 significa massima affidabilità, ma dal momento che l’annotazione linguistica viene eseguita da esseri umani, l’interpretazione soggettiva e la sensibilità personale rappresentano fattori influenti. Perciò, sono ritenuti attendibili, in genere, sistemi di annotazione con K-value non inferiore a 0,60.
La formula per calcolare il K-value è la seguente:

	(P(A) – P(E))

	(1 – P(E))


           K-value = 

P(A): frequenza con cui gli annotatori concordano effettivamente

P(E): probabilità con cui ci si aspetterebbe che gli annotatori concordino. 

Come si evince dai valori di accordo riportati nella tabella 1, lo schema seguito per l’annotazione del corpus di addestramento è da ritenersi, nel complesso, piuttosto affidabile. L’unico livello che ha registrato un accordo inferiore a 0,60 è quello relativo ai numeri. Questo aspetto dello schema, infatti, non è spiegato approfonditamente nelle linee guida di TimeML adattate all’italiano e ha creato non poche difficoltà agli annotatori.
Capitolo 5

Descrizione del progetto: fase 2

Preparazione dei dati
Prima di procedere nell’esperimento, i dati sono stati rielaborati al fine di renderli più adatti all’uso negli esperimenti di annotazione automatica.

Il file dati definitivo presenta le seguenti informazioni:

articolo: il nome dell’articolo di giornale, 

id: un identificatore univoco per ogni token del corpus,

pos: la Part of Speech del token, 

frase:  il numero della frase in cui compare il token,

forma: il token così come presente nel corpus, 

lemma: la lemmatizzazione del token, 

evento: si specifica se il token è stato annotato come evento.
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figura 4: esempio di dati dopo la fase di pre-eleborazione

Di seguito vengono illustrate tutte le operazioni effettuate per la preparazione dei dati.

5.1
Selezione delle informazioni (attributi) utili 

e revisione dell’annotazione automatica dei dati
Il primo passo nella preparazione dei dati è stato quello di selezionare solo gli attributi utili ai fini del task, vale a dire articolo, pos, forma, lemma ed evento, tralasciando tutti gli altri.
Successivamente, è stata necessaria una revisione dell’annotazione automatica, poiché i dati presentavano parecchi errori che, se non corretti, avrebbero potuto causare problemi in fase di addestramento dell’algoritmo.

Nello specifico, le correzioni apportate hanno riguardato:

· gravi errori di lemmatizzazione, 

· errori di classificazione (presenti in particolar modo in corrispondenza di numeri e date),

· sostituzione delle lettere accentate con lettere seguite da apice, 
· annotazione dei nomi in “multiword expressions” (questi erano lemmatizzati insieme ad altre parti del discorso come si trattasse di un unico evento composto, ma poiché questo tipo di informazione è stato tralasciato, si è proceduto alla loro separazione, v. fig. 5). 
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figura 5: esempio di errori relativi alle multiword expressions

5.2
Preparazione dei dati 

Terminate le fasi di selezione e revisione, i dati sono stati rielaborati, al fine di creare un altro file di testo (sempre in formato tabellare e con le colonne separate da tabulazioni) che presentasse tutte le informazioni necessarie alla risoluzione del task. 

In primo luogo, è stato aggiunto un nuovo identificatore univoco, che ha sostituito quello presente nei dati originari. 

Successivamente, è stato aggiunto un nuovo attributo frase, azzerato per ogni articolo, che riporta il numero della frase in cui compare un determinato token, ed è stato modificato in booleano (0 oppure 1) il valore dell’attributo evento (precedentemente, i tokens annotati come evento presentavano la dicitura event come valore di questo attributo mentre quelli non annotati non presentavano nessun valore). 

Infine, poiché il task riguarda esclusivamente l’annotazione dei nomi evento, è stato inserito un simbolo speciale # come valore del campo evento dei tokens non nomi.

In seguito alle operazioni di preparazione dei dati, è risultato che il numero di tokens è diminuito rispetto a quello originario: si è passati, infatti, da 63397 tokens a 62399 tokens nel file dati definitivo, per un totale di 16647 nomi.

Capitolo 6

Descrizione del progetto: fase 3

Scelta delle features

Per feature si intende un determinato contesto (morfologico, sintattico, semantico, ecc.) in cui ricorre, o potrebbe ricorrere, un nome eventivo. 

Sono stati selezionati 12 tratti contestuali utili all’individuazione dei nomi evento:

feature 1 ( “il nome termina in –zione”

feature 2 ( “il nome termina in –mento”

feature 3 ( “il nome termina in –ata”

feature 4 ( “il nome termina in –nza”

feature 5 ( “il nome è argomento di determinati verbi”

feature 6 ( “il nome è argomento di un verbo aspettuale”

feature 7 ( “il nome è preceduto da uno tra gli aggettivi attuale, vecchio, ex, nuovo”

feature 8 ( “il nome è argomento di un verbo di reporting”

feature 9 ( “il nome è preceduto da una preposizione”

feature 10 ( “il nome è preceduto da a/per causa di, per effetto di, per/in via di”

feature 11 ( “il nome è seguito da un evento (con costruzione: nome + prep + nome)”

feature 12 ( “nella stessa frase è presente un’espressione di tempo”

Questi tratti contestuali se considerati singolarmente risultano poco pregnanti: è la loro combinazione che in effetti fornisce indicazioni affidabili sulla reale presenza di un nome eventivo in una frase. Basti pensare ai nomi che sebbene finiscano in –zione o in –nza non esprimono eventi (es. stazione, abitazione, credenza), o, di contro, ai nomi che di per sé non hanno lettura eventiva ma che la acquistano se argomento di verbi aspettuali (es. ho interrotto il libro sta per ho interrotto la lettura del libro). È proprio per disambiguare questo tipo di situazioni, dunque, che bisogna tener presente le features nel loro complesso.

6.1
Criteri usati nella scelta delle features 

Nella scelta delle features si è tenuto conto sia di osservazioni effettuate sul corpus di addestramento (al fine di individuare regolarità nei contesti in cui ricorrono gli eventi) che delle direttive seguite nella fase di annotazione durante il tirocinio:

features 1-4: i suffissi deverbali -zione, -mento, -ata, -nza indicano tipicamente un nome eventivo. Basti pensare ai sostantivi manifestazione, rivendicazione, bombardamento, licenziamento, avanzata, scalata, insistenza, disobbedienza, ecc.;

feature 5: analizzando il corpus, è stata selezionata una lista di verbi che presuppongono la presenza di un evento come loro argomento. Si tratta di: accadere, eseguire, realizzare, succedere, attuare, avvenire, capitare, causare, procurare, commettere, compiere, effettuare, impedire, ostacolare e fermare. Alcuni esempi:
Hanno preso parte ai massacri commessi in questi anni

Ciò non impedirà l’abbassamento dei tassi di mercato

Avrebbero potuto causare ben altri disastri;
feature 6: i verbi cosiddetti “aspettuali” (in quanto identificano un aspetto o una fase di un evento) sono tipicamente seguiti da un evento. Sono stati individuati i seguenti verbi aspettuali: avviare, terminare, finire, cessare, concludere, interrompere, sospendere, continuare, seguitare, iniziare, proseguire, cominciare, ricominciare e durare. Alcuni esempi:

Hanno avviato uno studio per fondere le due società

La Germania ha concluso un accordo con gli Stati Uniti

La trattativa dura ormai da oltre un mese;

feature 7: gli aggettivi attuale, vecchio, ex, nuovo indicano un cambiamento di stato (v. cap. 4, par. 4.1). Ad esempio, nella frase L’attuale presidente Coviello assumerà la carica di executive vice president si nota che il soggetto Coviello cambia di stato passando da presidente della società X a executive vice president della società Y;

feature 8: le regole di annotazione seguite durante il tirocinio prevedevano di annotare come eventi i sostantivi aumento, incremento, crescita, calo, guadagno e utile (nomi incrementativi/decrementativi) se argomento di un verbo di reporting. Sono stati individuati i seguenti verbi di reporting: registrare, dichiarare, essere, conseguire, effettuare, evidenziare, segnare, riportare, fatturare, avere, raggiungere e realizzare. Alcuni esempi:

La compagnia ha conseguito un utile di 3,9 miliardi

L’aumento mensile di aprile è stato dell’1,30%

Ha registrato un aumento delle vendite;

feature 9: in seguito alle analisi condotte sul corpus è stato notato che alcuni nomi assumono lettura eventiva soltanto se preceduti da una preposizione, e, viceversa, altri nomi perdono lettura eventiva se preceduti da una preposizione. Si consideri la frase Per via dell’assenza del sindaco, ha celebrato il matrimonio l’assessore e la frase In assenza del sindaco, ha celebrato il matrimonio l’assessore. Nel primo caso, l’assenza (del sindaco) è un evento perché è qualcosa che si verifica e che provoca una determinata conseguenza (la celebrazione del matrimonio da parte dell’assessore); nel secondo caso, invece, in assenza denota uno stato del sindaco, che non può essere evento perché non è collegato ad alcuna espressione di tempo né risulta cambiato dall’inizio alla fine del documento (in questo caso della frase). La differenza fra le due costruzioni è minima, e difatti l’azione principale resta la medesima: si tratta di una sfumatura di significato che, comunque, viene colta dalle linee guida di TimeML.
feature 10: questa feature si riferisce a costruzioni che introducono sempre un evento. Alcuni esempi:
In via di ampliamento è la presenza di J. Rupert nel settore televisivo

Si è passati da 2 a 5 miliardi per effetto di un boom dei negozi;
feature 11:  durante l’annotazione del corpus sono state applicate precise linee-guida di annotazione per quanto riguarda le costruzioni nome + prep + nome:

· evento + prep + evento ( sono stati annotati entrambi i nomi (poiché entrambi evento)

Il segnale di disgelo proveniente da Washington va sostenuto 

· evento + prep + non evento ( è stato annotato solo il primo nome (poiché nome eventivo che, in un certo senso, “regge”, “ha come suo argomento” un altro nome)

Non resta che attendere la risposta del mercato
· non evento + prep + evento ( non è stato annotato nessun nome (poiché il secondo, pur essendo evento, non è retto da nessun altro nome)

Il discorso è stato rimandato ad un secondo ciclo di colloqui;

feature 12: analizzando il corpus è stato accertato che nella maggior parte dei casi un evento è segnalato dalla presenza di un’espressione temporale. Esempi:

L’esplosione è avvenuta a mezzanotte di lunedì
Fino a ieri nessun provvedimento era stato ancora adottato.

Capitolo 7

Descrizione del progetto: fase 4

Preparazione della matrice di features
I dati da fornire a Weka per l’analisi sono rappresentati sotto forma di una matrice in cui le colonne rappresentano i vari attributi e le righe i diversi tokens del corpus. Gli attributi (a parte l’attributo lemma) sono di tipo binario: valore = 1, se il tratto è presente, valore = 0, se il tratto non è presente.

7.1
Creazione della matrice in Perl

La matrice dati è stata creata usando il linguaggio di programmazione Perl. 

Per ogni feature da individuare nel corpus è stata eseguita una query nel file dati, quasi sempre usando le espressioni regolari, la cui risposta avrebbe costituito una riga della matrice. Quest’ultima, però, ha necessitato di una ulteriore manipolazione, dal momento che riportava dei duplicati: alcuni nomi infatti erano presenti in più istanze poiché interessati da più tratti (es: un nome terminante in -ata e allo stesso tempo preceduto da una preposizione). Per questo motivo sono state eliminate le istanze duplicate, creando una nuova matrice, quella definitiva, che per quei nomi duplicati presenta più valori = 1. 

L’ultima versione di Weka accetta diversi formati del file dati (.csv, .arff, .names, .bsi, .data), ma quello standard è .arff (Attribute-Relation File Format), creato appositamente per Weka da Andrew Donkin
. Perciò, sempre usando il linguaggio Perl, la matrice dati è stata riscritta (e trasformata) in formato .arff.

7.2
Struttura di un file .arff

Un file .arff è formato da due sezioni distinte: header e data. 

Nell’intestazione (header) vengono dichiarati il nome del dataset e gli attributi. Essi possono essere di tipo: 

· numeric (numeri reali)

· string (stringa di caratteri)

· date [<formato data>] (data)

· <nominal-specification> (lista valori possibili definiti dall'utente).

Nella seconda parte, dopo l’etichetta “@data”, figurano i dati veri e propri. Ogni istanza del dataset occupa una riga del file, con i valori degli attributi delimitati da virgole e disposti nello stesso ordine con cui sono dichiarati nell’intestazione. Il ritorno a capo segnala la fine dell’istanza. I caratteri speciali “%” e “?” indicano, rispettivamente, un commento e un dato mancante.  


figura 6: parte del file .arff fornito a Weka

Capitolo 8

Descrizione del progetto: fase 5

Esperimenti condotti con Weka
Come accennato nelle pagine precedenti, l’obiettivo dell’esperimento era individuare i tratti contestuali migliori per imparare a classificare un nome come eventivo oppure no; tratti contestuali, quindi, da tenere necessariamente in considerazione nell’addestramento di un algoritmo di apprendimento automatico. 

Eliminare gli attributi poco adatti e focalizzare l’attenzione sulle variabili più rilevanti serve a migliorare e a velocizzare le prestazioni degli algoritmi di apprendimento, nonché a rendere i risultati dei test più interpretabili per l’utente. Questo tipo di selezione può essere effettuato in maniera automatica da appositi algoritmi (detti di attribute selection) oppure manualmente. Nel caso di questo esperimento, i tratti contestuali utili sono stati prima individuati (ipotizzati) in maniera manuale, poi confermati dalle prestazioni ottenute su di essi da algoritmi di machine learning.

L’esperimento si è articolato in due momenti:

· fase 1: è stata stilata una classifica generale della capacità predittiva di ogni singolo attributo e, successivamente, le features individuate in fase di preparazione dell’esperimento sono state divise in tre sotto-gruppi in base alle loro caratteristiche;

· fase 2: il corpus è stato classificato cambiando, di volta in volta, le features considerate.

A seguito di questi due test, sono state individuate delle features meno informative, le quali sembrano non incidere in maniera rilevante sull’addestramento dell’algoritmo. Infatti, il corpus è stato successivamente classificato escludendo da tutte le features individuate inizialmente quelle risultate meno informative, ed è stato verificato che i risultati ottenuti da questo test non si discostano molto da quelli ottenuti dalla classificazione eseguita sulla base di tutte le features. Vale a dire: trascurando i suddetti tratti contestuali, l’accuratezza e la correttezza della classificazione non ne risentono particolarmente.

La classificazione è stata modellata come un task binario: ogni nome è stato classificato come 1 (evento) o come 0 (non-evento).

Poiché Weka ha difficoltà di memoria a gestire matrici di dati molto grandi, come quella usata nell’esperimento, il corpus originario è stato diviso (in maniera casuale) in dieci parti di uguale dimensione e i test sono stati effettuati su ognuna delle parti. Da ora in avanti, dunque, per “corpus” si intenderà la media dei risultati ottenuti sulle dieci parti.

8.1
Stima della capacità predittiva di ogni attributo

La classifica della capacità predittiva di ogni singolo attributo è stata stilata utilizzando l’apposita scheda select attributes dell’ambiente Explorer di Weka (v. cap. 3), con lo scopo di avere una panoramica generale del comportamento dei tratti contestuali all’interno di tutto il corpus. 


figura 7: classifica degli attributi per capacità predittiva

Il test è stato eseguito col metodo della Cross-validation (10 partizioni). 

Come metodo di valutazione (evaluation method) è stato scelto l’algoritmo InfoGainAttributeEval, presente nel package weka.attributeSelection. Esso si basa sul grado informazione portato da ogni attributo rispetto alla classe da apprendere. 

Come metodo di ricerca (search method), invece, è stato scelto l’algoritmo Ranker, quello che Weka stesso suggerisce in combinazione con InfoGainAttributeEval. Esso restituisce una classifica di attributi a partire dalle loro valutazioni individuali fornite, in questo caso, da InfoGainAttributeEval. 

Nella figura 7 è riportata la classifica generale degli attributi, dal più al meno predittivo. A sinistra è visualizzato il loro grado di informazione, a destra il nome con cui sono dichiarati nel file .arff fornito a Weka come dataset (v. fig. 6).
8.2
Scelta dei sottoinsiemi di features

Le features sono state raggruppate in base alle loro caratteristiche intrinseche:

· gruppo 1 ( attributi morfologici (features 1-4: “il nome termina in –zione”, “il nome termina in –mento”, “il nome termina in –ata”, “il nome termina in –nza”);

· gruppo 2 ( attributi semantici (features 5-8: “il nome è argomento di determinati verbi”, “il nome è argomento di un verbo aspettuale”, “il nome è preceduto da uno tra gli aggettivi attuale, vecchio, ex, nuovo”, “il nome è argomento di un verbo di reporting”);
· gruppo 3 ( attributi sintattici (features 9-10: “il nome è preceduto da una preposizione”, “il nome è preceduto da a/per causa di, per effetto di, per/in via di”). 
Dalle operazioni di raggruppamento sono state escluse le features 11 e 12, poiché strettamente connesse alla classificazione stessa. Sono infatti features “speciali”, da considerare a parte: la feature 11 assume significato solo a classificazione effettuata (come sapere altrimenti che il nome in oggetto è seguito da un altro nome evento?), mentre la feature 12, essendo intimamente connessa al significato stesso della classe, falserebbe i risultati della predizione (dal momento che, solitamente, un evento si accompagna ad un’espressione temporale).  

In fase di classificazione l’attributo lemma è stato sempre considerato.

8.3
Classificazione del corpus

Per la classificazione, effettuata nell’apposita scheda classify dell’ambiente Explorer di Weka (v. cap. 3), è stato utilizzato il classificatore SMO, Sequential Minimal Optimization, con modalità Cross-validation (10 partizioni). 

SMO, una Support Vector Machine (v. cap. 2), è stato scelto a seguito dell’esperimento condotto dalla collega Lucia Passaro, che l’ha indicato come il più efficiente fra diversi tipi di classificatori
. 

Sono state eseguite due prove di classificazione: la prima addestrando l’algoritmo solo sui sottoinsiemi di features individuati precedentemente, la seconda aggiungendo (ad ogni gruppo) le features “speciali” 11 e 12. 

Quest’ultima procedura è detta forward selection (si parte senza attributi per poi aggiungerli poco alla volta, procedendo per tentativi).

	
	Correctly Classified Instances
	Incorrectly Classified Instances
	Precision
	Recall
	F-Measure

	gruppo 1
	1420,7 (85,34%)
	244 (14,66%)
	0,8457
	0,8533
	0,8441

	gruppo 2 
	1400,5 (84,1%)
	264,2 (15,9%)
	0,8356
	0,8415
	0,8214

	gruppo 3
	1401,5 (84,2%)
	263,2 (15,8%)
	0,837
	0,8418
	0,8217


tabella 2: risultati della prova 1 (per i risultati dettagliati, v. Appendice A)

	
	Correctly Classified Instances
	Incorrectly Classified Instances
	Precision
	Recall
	F-Measure

	gruppo 1

+ f. 11-12
	1441,7 (86,6%)
	223 (13,4%)
	0,8603
	0,8659
	0,86

	gruppo 2

+ f. 11-12
	1431,3 (86%)
	233,4 (14%)
	0,8544
	0,8596
	0,8482

	gruppo 3

+ f. 11-12
	1432,2 (86%)
	232,5 (14%)
	0,8551
	0,8602
	0,8485


tabella 3: risultati della prova 2 (per i risultati dettagliati, v. Appendice A)

Correctly Classified Instances: numero e percentuale di tokens classificati correttamente

Incorrectly Classified Instances: numero e percentuale di tokens non classificati correttamente

Precision: misura della correttezza della classificazione

	TP

	TP + FP


      Precision =

Recall: misura della copertura della classificazione

	TP

	TP + FN



        Recall =

F-Measure: media armonica tra Precision e Recall




	2PR

	P + R


 F-Measure =

8.4
Osservazioni e conclusioni

Nell’analisi dei risultati, si è tenuto conto essenzialmente del valore della F-Measure (poiché il valore Correctly Classified Instances comprende sia i True Positive che i False Positive, ossia riporta il numero di tutte le istanze etichettate come appartenenti alla classe includendo quindi anche quelle erroneamente attribuite alla classe).

Come si evince dalla tabella 2, il sottoinsieme di features più predittivo è quello morfologico (features 1-4), il cui valore medio della F-Measure si è attestato a 0,8441. Seguono il gruppo sintattico con lo 0,8217 e il gruppo semantico con lo 0,8214. Ciò significa che, per una più esatta individuazione dei nomi evento, ci si deve basare innanzitutto sulle caratteristiche morfologiche dei nomi stessi.

Questi risultati confermano, sostanzialmente, quelli della classifica generale, che vedeva le features 1, 2 e 4 occupare le prime tre posizioni (non si tiene conto dell’attributo lemma e della feature 11, a sé stanti, v. par 8.2). La feature 3, però, nella classifica generale figurava all’ultimo posto. Con molta probabilità, questo dislivello è dovuto al diverso numero di occorrenze, nel corpus di addestramento, dei nomi che finiscono in -zione, in -mento, in -ata e in -nza:

nomi terminanti in –zione ( 1116

nomi terminanti in –mento ( 495

nomi terminanti in –nza ( 196

nomi terminanti in –ata ( 51

Il “problema della dimensionalità” costituisce infatti un ostacolo significativo nelle operazioni di machine learning, nel momento in cui l’apprendimento automatico viene effettuato su pochi campioni di dati e su uno spazio delle variabili a molte dimensioni (non a caso il matematico Richard E. Bellman ha parlato di “maledizione della dimensionalità”). 

Di contro, le features del gruppo semantico sono quelle con meno potere discriminativo. Non c’è da stupirsene: si tratta di features estremamente restrittive e che perciò provocano l’overfitting dell’algoritmo. Vale a dire: questo stesso algoritmo, poiché addestrato su casi troppo specifici, perde la capacità di generalizzazione e produrrebbe risultati insoddisfacenti su dati nuovi. 

A ciò, si aggiunga il “problema della dimensionalità”, che comunque, data la selettività delle features, sembra incidere anche in questo caso.

Infine, questi risultati fanno riflettere su quanto sia ancora difficile, per una macchina, lavorare sull’informazione semantica di un testo. E difatti, fra le numerose sfide ancora aperte dell’Intelligenza Artificiale, quella semantica è sicuramente una delle più appassionanti per gli addetti al settore. 

Si noti, poi, che la differenza fra il gruppo sintattico e quello semantico è piuttosto piccola (F-Measure 0,8217 contro 0,8214). Probabilmente, ciò è dovuto alla conformazione delle due features che lo compongono: la feature 9 è troppo generica, dal momento che le preposizioni, una delle parti del discorso maggiormente usate in un testo, possono precedere sia eventi sia non eventi, e la feature 10 è troppo selettiva poiché limitata a liste chiuse di costruzioni. Ciò nonostante, i tratti contestuali sintattici si dimostrano più capaci di addestrare un algoritmo rispetto a quelli semantici. 

Nella seconda sperimentazione è stato dimostrato che l’aggiunta delle due features “speciali” fa aumentare la capacità predittiva di tutti i gruppi. 

Relativamente al grado di informazione portato da ogni gruppo, si conferma quanto verificatosi nel primo test: con una media della F-Measure dello 0,86, il gruppo morfologico continua ad essere il più informativo, seguito da quello sintattico (0,8485) e da quello semantico (0,8482). La differenza fra il gruppo sintattico e quello semantico resta molto bassa.

Conseguentemente a queste osservazioni, è stata ipotizzata la possibilità di addestrare l’algoritmo tralasciando le features del gruppo semantico senza compromettere l’esito della classificazione:

	Correctly Classified Instances
	Incorrectly Classified Instances
	Precision
	Recall
	F-Measure

	1442,8 (86,67%)
	221,9 (13,33%)
	0,8609
	0,8666
	0,8605


tabella 4: risultati ottenuti tralasciando le features semantiche (per i risultati dettagliati, v. Appendice A)

I risultati non si discostano molto da quelli della classificazione condotta considerando tutte le 12 features: la F-Measure media è passata da 0,916 (v. par. 8.3, nota num. 7) a 0,8605.

L’obiettivo iniziale dell’esperimento è stato dunque raggiunto: sono stati individuati quei tratti contestuali effettivamente utili all’annotazione automatica dei nomi eventivi.

È stato dimostrato che quattro di esse (le features 5-8) possono essere tralasciate senza abbassare di molto accuratezza e correttezza della classificazione. 

Riassumendo, i tratti che risultano essere più utili per addestrare un algoritmo di apprendimento automatico relativamente all’annotazione dei nomi eventivi della lingua italiana sono:

“il nome termina in –zione”

“il nome termina in –mento”

“il nome termina in –ata”

“il nome termina in –nza”

“il nome è preceduto da una preposizione”

“il nome è preceduto da a/per causa di, per effetto di, per/in via di”

“il nome è seguito da un evento (con costruzione: nome + prep + nome)”

“nella stessa frase è presente un’espressione di tempo”.

Appendice A

Dettaglio dei risultati dell’esperimento 

	
	Correctly Classified Instances
	Incorrectly Classified Instances
	Precision
	Recall
	F-Measure

	1 di 10
	1401 (84,14%)
	264 (15,86%)
	0,832
	0,841
	0,831

	2 di 10
	1422 (85,41%)
	243 (14,59%)
	0,846
	0,854
	0,847

	3 di 10
	1436 (86,25%)
	229 (13,75%)
	0,856
	0,862
	0,857

	4 di 10
	1408 (84,56%)
	257 (15,44%)
	0,835
	0,846
	0,834

	5 di 10
	1420 (85,29%)
	245 (14,71%)
	0,844
	0,853
	0,842

	6 di 10
	1437 (86,31%)
	228 (13,69%)
	0,858
	0,863
	0,857

	7 di 10
	1425 (85,64%)
	239 (14,36%)
	0,85
	0,856
	0,846

	8 di 10
	1410 (84,74%)
	254 (15,26%)
	0,838
	0,847
	0,836

	9 di 10
	1447 (86,96%)
	217 (13,04%)
	0,866
	0,87
	0,862

	10 di 10
	1401 (84,14%)
	264 (15,86%)
	0,832
	0,841
	0,829

	media
	1420,7 (85,34%)
	244 (14,66%)
	0,8457
	0,8533
	0,8441


tabella 5: risultati della classificazione (gruppo 1)

	
	Correctly Classified Instances
	Incorrectly Classified Instances
	Precision
	Recall
	F-Measure

	1 di 10
	1378 (82,76%)
	287 (17,24%)
	0,819
	0,828
	0,805

	2 di 10
	1402 (84,2%)
	263 (15,8%)
	0,835
	0,842
	0,821

	3 di 10
	1409 (84,62%)
	256 (15,38%)
	0,841
	0,846
	0,83

	4 di 10
	1392 (83,6%)
	273 (16,4%)
	0,823
	0,836
	0,818

	5 di 10
	1408 (84,56%)
	257 (15,44%)
	0,839
	0,846
	0,826

	6 di 10
	1408 (84,56%)
	257 (15,44%)
	0,844
	0,846
	0,828

	7 di 10
	1402 (84,25%)
	262 (15,75%)
	0,844
	0,843
	0,82

	8 di 10
	1382 (83,05%)
	282 (16,95%)
	0,821
	0,831
	0,807

	9 di 10
	1442 (86,66%)
	222 (13,34%)
	0,867
	0,867
	0,854

	10 di 10
	1382 (83%)
	283 (17%)
	0,823
	0,83
	0,805

	media
	1400,5 (84,1%)
	264,2 (15,9%)
	0,8356
	0,8415
	0,8214


tabella 6: risultati della classificazione (gruppo 2)

	
	Correctly Classified Instances
	Incorrectly Classified Instances
	Precision
	Recall
	F-Measure

	1 di 10
	1377 (82,7%)
	288 (17,3%)
	0,818
	0,827
	0,805

	2 di 10
	1402 (84,2%)
	263 (15,8%)
	0,835
	0,842
	0,821

	3 di 10
	1411 (84,74%)
	254 (15,26%)
	0,844
	0,847
	0,83

	4 di 10
	1398 (83,96%)
	267 (16,04%)
	0,828
	0,84
	0,821

	5 di 10
	1411 (84,74%)
	254 (15,26%)
	0,842
	0,847
	0,827

	6 di 10
	1407 (84,5%)
	258 (15,5%)
	0,843
	0,845
	0,828

	7 di 10
	1403 (84,31%)
	261 (15,69%)
	0,845
	0,843
	0,82

	8 di 10
	1386 (83,29%)
	278 (16,71%)
	0,826
	0,833
	0,809

	9 di 10
	1438 (86,42%)
	226 (13,58%)
	0,865
	0,864
	0,851

	10 di 10
	1382 (83%)
	283 (17%)
	0,824
	0,83
	0,805

	media
	1401,5 (84,2%)
	263,2 (15,8%)
	0,837
	0,8418
	0,8217


tabella 7: risultati della classificazione (gruppo 3)

	
	Correctly Classified Instances
	Incorrectly Classified Instances
	Precision
	Recall
	F-Measure

	1 di 10
	1432 (86,01%)
	233 (13,99%)
	0,854
	0,86
	0,853

	2 di 10
	1438 (86,37%)
	227 (13,63%)
	0,857
	0,864
	0,857

	3 di 10
	1441 (86,55%)
	224 (13,45%)
	0,861
	0,865
	0,862

	4 di 10
	1456 (87,45%)
	209 (12,55%)
	0,869
	0,874
	0,869

	5 di 10
	1454 (87,33%)
	211 (12,67%)
	0,868
	0,873
	0,868

	6 di 10
	1449 (87,03%)
	216 (12,97%)
	0,866
	0,87
	0,865

	7 di 10
	1442 (86,66%)
	222 (13,34%)
	0,861
	0,867
	0,859

	8 di 10
	1413 (84,92%)
	251 (15,08%)
	0,84
	0,849
	0,841

	9 di 10
	1458 (87,62%)
	206 (12,38%)
	0,872
	0,876
	0,872

	10 di 10
	1434 (86,13%)
	231 (13,87%)
	0,855
	0,861
	0,854

	media
	1441,7 (86,6%)
	223 (13,4%)
	0,8603
	0,8659
	0,86


tabella 8: risultati della classificazione (gruppo 1 + features 11-12)

	
	Correctly Classified Instances
	Incorrectly Classified Instances
	Precision
	Recall
	F-Measure

	1 di 10
	1410 (84,68%)
	255 (15,32%)
	0,841
	0,847
	0,832

	2 di 10
	1446 (86,85%)
	219 (13,15%)
	0,863
	0,868
	0,858

	3 di 10
	1436 (86,25%)
	229 (13,75%)
	0,857
	0,862
	0,853

	4 di 10
	1439 (86,43%)
	226 (13,57%)
	0,857
	0,864
	0,855

	5 di 10
	1442 (86,61%)
	223 (13,39%)
	0,859
	0,866
	0,856

	6 di 10
	1434 (86,13%)
	231 (13,87%)
	0,859
	0,861
	0,85

	7 di 10
	1430 (85,94%)
	234 (14,06%)
	0,858
	0,859
	0,844

	8 di 10
	1402 (84,25%)
	262 (15,75%)
	0,833
	0,843
	0,828

	9 di 10
	1453 (87,32%)
	211 (12,68%)
	0,87
	0,873
	0,866

	10 di 10
	1421 (85,35%)
	244 (14,65%)
	0,847
	0,853
	0,84

	media
	1431,3 (86%)
	233,4 (14%)
	0,8544
	0,8596
	0,8482


tabella 9: risultati della classificazione (gruppo 2 + features 11-12)

	
	Correctly Classified Instances
	Incorrectly Classified Instances
	Precision
	Recall
	F-Measure

	1 di 10
	1408 (84,56%)
	257 (15,44%)
	0,839
	0,846
	0,831

	2 di 10
	1446 (86,85%)
	219 (13,15%)
	0,863
	0,868
	0,858

	3 di 10
	1437 (86,31%)
	228 (13,69%)
	0,858
	0,863
	0,853

	4 di 10
	1444 (86,73%)
	221 (13,27%)
	0,86
	0,867
	0,858

	5 di 10
	1447 (86,91%)
	218 (13,09%)
	0,863
	0,869
	0,859

	6 di 10
	1434 (86,13%)
	231 (13,87%)
	0,859
	0,861
	0,85

	7 di 10
	1430 (85,94%)
	234 (14,06%)
	0,858
	0,859
	0,844

	8 di 10
	1405 (84,44%)
	259 (15,56%)
	0,835
	0,844
	0,83

	9 di 10
	1449 (87,08%)
	215 (12,92%)
	0,868
	0,871
	0,862

	10 di 10
	1422 (85,41%)
	243 (14,59%)
	0,848
	0,854
	0,84

	media
	1432,2 (86%)
	232,5 (14%)
	0,8551
	0,8602
	0,8485


tabella 10: risultati della classificazione (gruppo 3 + features 11-12)

	
	Correctly Classified Instances
	Incorrectly Classified Instances
	Precision
	Recall
	F-Measure

	1 di 10
	1456 (87,45%)
	209 (12,55%)
	0,869
	0,874
	0,869

	2 di 10
	1431 (85,95%)
	234 (14,05%)
	0,853
	0,859
	0,853

	3 di 10
	1442 (86,61%)
	223 (13,39%)
	0,861
	0,866
	0,862

	4 di 10
	1414 (84,98%)
	250 (15,02%)
	0,841
	0,85
	0,841

	5 di 10
	1443 (86,72%)
	221 (13,28%)
	0,862
	0,867
	0,86

	6 di 10
	1453 (87,27%)
	212 (12,73%)
	0,867
	0,873
	0,867

	7 di 10
	1451 (87,15%)
	214 (12,85%)
	0,867
	0,871
	0,866

	8 di 10
	1448 (86,97%)
	217 (13,03%)
	0,863
	0,87
	0,863

	9 di 10
	1459 (87,68%)
	205 (12,32%)
	0,873
	0,877
	0,872

	10 di 10
	1431 (85,95%)
	234 (14,05%)
	0,853
	0,859
	0,852

	media
	1442,8 (86,67%)
	221,9 (13,33%)
	0,8609
	0,8666
	0,8605


tabella 11: risultati della classificazione (tutte le features tranne quelle del gruppo 2)
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@relation annotazione_eventi





@attribute id numeric


@attribute lemma { CAPO, RICHIESTA, FUGA, STIMA, GARANTE, ... }


@attribute evento { 0, 1 }


@attribute nomi_in_zione { 0, 1 }


@attribute nomi_in_mento { 0, 1 }


@attribute nomi_in_ata { 0, 1 }


@attribute nomi_in_nza { 0, 1 }


@attribute presenza_verbi { 0, 1 }


@attribute con_verbi_aspettuali { 0, 1 }


@attribute cambio_stato { 0, 1 }


@attribute con_verbi_reporting { 0, 1 }


@attribute preceduto_da_prep { 0, 1 }


@attribute introdotto_da_causali { 0, 1 }


@attribute segue_evento { 0, 1 }


@attribute presenza_espr_temp { 0, 1 }





@data





47388,CENTER,0,0,0,0,0,0,0,0,0,0,0,0,0


19259,CHALLENGER,0,0,0,0,0,0,0,0,0,0,0,0,0


22694,MILIARDO,1,0,0,0,0,0,0,0,0,0,0,0,1


647,ORDINE,1,0,0,0,0,0,0,0,0,1,0,0,1


49605,VARO,1,0,0,0,0,0,0,0,0,0,0,0,0


30752,MERCATO,0,0,0,0,0,0,0,0,0,1,0,0,1


48051,CONCENTRAZIONE,1,1,0,0,0,1,0,0,0,0,0,0,0














Ranked attributes:





0.5883155   1 lemma


0.0840137  12 segue_evento


0.0321778   2 nomi_in_zione


0.0155497   3 nomi_in_mento


0.0035318   5 nomi_in_nza


0.0031598   8 cambio_stato


0.0028305  13 presenza_espr_temp


0.0022595  10 preceduto_da_prep


0.0014757   9 con_verbi_reporting


0.0008761   7 con_verbi_aspettuali


0.0007016   6 presenza_verbi


0.0004608  11 introdotto_da_causali


0.0000326   4 nomi_in_ata








1. Il repository è un ambiente di un sistema informativo in cui vengono gestiti i metadati (quelle informazioni che descrivono un insieme di dati). 





2. «Data mining is the process of discovering meaningful new correlations, patterns and trends by sifting through large amounts of data stored in repositories, using pattern recognition technologies as well as statistical and mathematical techniques» (Larose, 2005).


3. La General Public License è una licenza per software open source, scritta nell’89 nell'ambito del Progetto GNU. 


4. Nel linguaggio di programmazione Java, un package è una collezione di classi e interfacce correlate.





5. Il progetto TreSSI (Treebank Sintattico Semantica dell'Italiano) tra il 1999 e il 2001 allo scopo di creare un corpus dell'italiano scritto annotato ai livelli sintattico e semantico-lessicale. Nello staff del progetto anche l'Istituto di Linguistica Computazionale del CNR (Pisa).





6. MLAP-PAROLE (MultiLingual Action Plan - Preparatory Action for linguistic Resources Organisation for Language Engineering), comunemente noto come PAROLE, è un progetto sviluppato tra il 1994 e il 1995 con l’obiettivo definire una rete di organizzazioni per la progettazione e il riutilizzo di risorse e strumenti linguistici all’interno dell'Unione Europea. Nello staff del progetto anche l'Istituto di Linguistica Computazionale del CNR (Pisa).


7. Sono stati testati sei classificatori diversi, ZeroR, BayesNet, NaiveBayes, SMO, Id3 e J48, con i seguenti esiti:





�
% correct�
% incorrect�
% unclassified�
Precision�
Recall�
F-Measure�
�
ZeroR�
76,904�
24,558�
0�
0,77�
1�
0,869�
�
BayesNet�
86,257�
14,627�
0�
0,888�
0,941�
0,913�
�
NaiveBayes�
84,853�
16,179�
0�
0,865�
0,95�
0,904�
�
SMO�
86,61�
13,39�
0�
0,89�
0,945�
0,916�
�
Id3�
49,842�
6,143�
47,286�
0,927�
0,942�
0,932�
�
J48�
81,723�
19,504�
0�
0,835�
0,951�
0,889�
�



8. TP: True Positive (tokens classificati correttamente); 


   FP: False Positive (tokens classificati erroneamente); 


  FN: False Negative (tokens non classificati)
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